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I. BEVEZETES, MOTIVACIO

Az online tanulé algoritmusok mitikodtetése sordn gyakran
elé6fordul, hogy optimalizdlasi, vagy egyenletrendszer meg-
oldasi problémdk sordn iterativ algoritmusokat kell hasznal-
nunk. Azonban a gyakorlati alkalmazdsok sordn nem fel-
tételezhetjilk, hogy a mérések pontosak — a mérémiiszer
pontatlansaga, az informacidtovabbitds soran el6forduld adat-
vesztés, vagy az online kérd6ivek sordn tévesen, pontatlanul
megadott informaciok ékes példai ennek a pontatlansdgnak.
Ezt ugy kezeljiik, hogy az eltéréseket véletlen zajként kezel-
jiik, és dgy probdlunk meg iterdlni, hogy a zaj ne befolydsolja
a konvergenciit, mikdzben elég j6 kozelitést adunk.

Természetesen ez magdval vonja azt, hogy barmilyen tételt
mondunk is ki az ilyen, zajos mérésekkel dolgozé iterdld
algoritmusok konvergencidjardl, ahhoz val6szinliségszamitasi,
statisztikai eszkozokre van sziikség.

A sztochasztikus iterdci6 nem csak online tanulds soridn
alkalmazhat6 — fontos szerepe van id6sorok rekurziv becslése-
iben, adaptiv jelfeldolgozasi médszerekben, adaptiv irdnyitasi
algoritmusokban.

Kutatomunkdm sordn megismertem egy alapvetd sztochasz-
tikus iterdciés algoritmust!, tovabbd pér példdt véges di-
menziéban kimondott tételek Hilbert-térre vald tiiltetésérsl®.
Jelenlegi fokuszom egy, véges dimenzids esetre megismert
tétel altalanositdsa Hilbert-terekre.

II. ALAPMODELL
II-A. Modszer

Adott egy linedris egyenletrendszeriink az aldbbi formaban:

Hr =r, ahol HeR"™" reR",

vagyis H-t fiiggvény helyett operatorként képzeljiik el — azaz
matrixokkal reprezentdljuk. Ennek egy specidlis esete az,
amikor adott f koltségfiiggvény mellett

Hr=r—-Vf(r) (1)

Itt a 1ényegi kérdés az, hogy V f(r) = 0 milyen r-re 4ll fenn —
ez egy sz€lsdértékkeresési problémaként is felfoghatd, hiszen
f gradiensét vizsgdljuk. A természetes iteracid Otlete itt is
felmeriil:

revy = Hry, vagy re41 := (1 — ve)re + vHry,

ami (1) esetén pont a gradiens mddszert adja vissza. Az
elmélet szerint ekkor ha az algoritmus konvergdl egy r*-ba,
és ha ott H folytonos, akkor Hr* = r*.

Azonban nekiink pontatlan méréseink vannak — azaz egy vé-
letlen zaj ad6dik hozz4 minden egyes iterdcids 1épésiinkhoz:

St+1 = HTt + wy, (2)

ahol w; egy véletlen zaj — és ehhez az s;y; vektorhoz van
hozzaférésiink. Ezzel el is érkeztiink ahhoz, hogy definidlhas-
suk a sztochasztikus approximdcids algoritmust:

2.1. Definicié. Tegyiik fel, hogy H: R* — R", t € N,
re,wy € R®, ahol wy valos valosziniiségi vektorvdiltozo,

vt € (0;1). Ekkor
Ti41 = (1 — ’yt) Tt + ’}’t(H'I"t + ’U}t)

egy sztochasztikus approximdcio, vagy sztochasztikus iterdcio.

2.2. Megjegyzés. A véletlenszerii eltérés, azaz wy; mértéke —
alkalmasan vdlasztott normdban — fiigg v, megvdlasztdsdtol.
Ha ~, kicsi, akkor a hiba mértéke is kicsi, azonban lassabb
lesz az iterdcio, mert tobb lépést kell megtenni. Ha ~; nagy,
akkor hamarabb véget ér az iterdcio, azonban nagyobb lehet a
hiba mértéke is. Erre kézenfekvd megoldds vdltozo lépéskozok
megaddsa ugy, hogy a v lépéskozok 0-hoz tartsanak, ahogy
az algoritmus fut.

2.3. Megjegyzés. Legyen v € R" egy valdsziniiségi vektor-
vdltozo r-tdl fiiggd Q, eloszldssal, és az

Elg(r,v)] =r

egyenletrendszert szeretnénk megoldani, ahol g egy ismert
fiiggvény. Ekkor a definicio alapjdn kézenfekvd a kovetkezd
iterdcio:
rep1 = (1 —y)re + 7Elg(re, v)]

Ha n > 1, akkor v vektorértékii vdltozo, és igy a jobboldalt
szerepld integrdl tobbdimenzios, amit nehéz lehet kiértékelni
— feltéve, hogy egydltaldn ismerjiik az eloszldst, ami szerint
integrdlnunk kéne. Azonban ha Q, konnyen szimuldlhato,
akkor elég lenne egy k elemil mintdbol vett v dtlagot szdmolni,
és azzal becsiilni Elg(ry, v)] értékét™.

Természetesen a szimuldlds és mintagenerdlds is lehet kolt-
séges eljdrds — igy érdemes lehet azt az extrém esetet venni,
amikor k =1, azaz

reg1 = (L —ve)re +v9(re, 0¢), 3)



ahol vy a generdlt mintdt jeloli — ez a Robbins-Monro
algoritmus. Kis dtalakitdssal dtirhaté az aldbbi formdba:

Tev1 = (L= )re +vg(re, 0¢) = (1= y)re + y(Hre + wy),
ahol Hry = E[Q(Tuvtﬂ» w = g(re, vg) — E[Q(ﬁ:“t)h

vagyis abban az esetben, amikor van olyan g fiiggvény és
v valdszinidségi vdltozd, melyre Hr = E[g(r,v)], akkor
feltételezhetd, hogy a zaj vdrhato értéke 0.

II-B. Alapmodell

Ahhoz, hogy az iteracidt vizsgdlni tudjuk, valahogy modellez-
niink kell az iterdci6s lépéseket. Jeldlje (), Hr(®) w(® ~()
az r, Hr,w,~ vektorok 7. koordinatdjat ( = 1, ..., n). Jelolje
t € N azt, hogy hanyadik iterdciondl tart az algoritmus
(a kezdeti allapotban legyen ¢ = 0.), és r; r értékét a .
iterdcioban. Legyen T = {t € N: r() frissitédik }. Ekkor
(3) atirhat6 az aldbbi alakba:

NON (1 — %Si)) rt(z‘) . (Hrt(i) 4 wfg)) . hateT®
L, ha t ¢ TO)

Ennek az alaknak az a legnagyobb elénye, hogy megengedi,
hogy r koordinatai koziil ne mind frissiiljon, és a 1€péskoz is
véltozhat, akar koordindtdnként is. A fenti alak egyszer(ibbé
tehetd, ha w”, 7" minden t-re és i-re definidlva van, és

vt(i) = 0, ha az i. koordinatit épp nem szeretnénk frissiteni.

Meg kell fontolnunk a ; 1épéskdzok mértékét is tetszbleges,
de fix i-re. Ha a zaj, wt(i) fiiggetlen ry)—tél ésaszérasao > 0,
akkor rﬁﬁzl szérdsnégyzete legaldbb (1\”)202. Legyen ; =
ming—1, .. n vt(i) — konvergencia pontosan akkor éllhat fenn,
ha 2 — 0. Mdsrészrdl viszont (3) alapjan

t—1
<> W
7=0

vagyis ha a jobboldalon lev6 tdvolsdg korldtos, és
> 75") < o0, akkor az algoritmus 7y egy fix kornyeze-
tebén marad — ha r* ezen kiviil van, akkor a konvergencia
lehetetlen. Igy érdemes tetszGleges i-re az alabbi megkoté-
sekkel élni:

‘rgi) o T((Ji) Hrf) o Ti + w7(_i) ,

o (D) o (L 0)
K3 K2
Z Ve = 00, Z ('Yt ) <0
t=0 t=0
Jelolje tovabbd JF; az iterdcids algoritmus sordn torténteket
egészen addig, amig Wél) ki nem lett vilasztva, de még nem

tortént meg a frissités, azaz
]:t = U{T(()Z)7 e ’Tt(i)a wO(i)7 e >wt—1(i)a
Y (), ..., v(), i=1,...,n}

egy filtraci6, mely az algoritmus multjardl tartalmaz minden
informaciot egészen addig a pillanatig, amig a ¢. 1épéskozoket
meg nem vélasztjuk valahogy.

ITII. SZTOCHASZTIKUS GRADIENS MODSZEREK

Vezessiik be az aldbbi jelolést:
st = Hry — 1 + we = rep1 = 1y + 1St 4)

Az 4ltaldnossag elvesztése nélkiil® feltessziik, hogy tetszéle-
ges t esetén

1 2 n
D o,
tovdbba jelolje ||.|| az R™-beli euklideszi normdt. A fenti
jeloléssel
Tt =0{ro, o 74,80,y St—1,705 -Vt

3.1. Megjegyzés. Ha sziikséges, akkor tovdbbi informdcickat
is eltdarolhatunk F;-ben.

Az aldbbi tételt ismertem meg véges dimenzids esetben:

3.2. Tétel. Tegyiik fel, hogy f: R® — R, (yt)ien > 0,
tovdabbd

[ee] [ee]
@ > =00, > <00
t=0 t=0
(b) Vr e R™: f(r) >0
(¢) f Lipschitz-folytonos, azaz 4L > 0, hogy Vr,s € R™:

IVf(r) =V (sl < Lir— sl

(d) ¢ > 0, hogy Vt € N:
e IVl < (=V f(re), Else| 7))

(e) K1, K5 > 0, hogy Vt € N:
E [[ls:|?|1F:] < K1+ K2 V()|

Ekkor az alabbiak 1 valdszintiséggel igazak az ri41 = ry +
Y¢St iterdciora:

(1) Az f(r¢) sorozat konvergens,
@) Jim Vf(re) =0,
(3) 1 torloddsi pontjai staciondrius pontjai V f-nek.

A tétel nem nyilatkozik 7; konvergencidjir6l, azonban ha
f szinthalmazai korldtosak, akkor (1)-b8l kovetkezden az
r¢ sorozat is korldtos. Ha ezenfeliil f-nek csak r*-ban van
staciondrius pontja, akkor r;-nek csak r*-ban van torlédasi
pontja, azaz r; konvergdl r*-ba.

Ennek egyik legfontosabb kovetkezménye a sztochasztikus
gradiens moédszerek konzisztencidja. Tekintsiik az

rer1 =t — 7 (Vf(re) +wy) (5)



iteraciot, mellyel az f koltségfiiggvényt szeretnénk minimali-
zalni. Tegyiik fel, hogy f szinthalmazai korlatosak, és f-nek
csak egy staciondrius pontja van. Ekkor (4)-ben

sy ==V [f(rs) —w

Feltessziik, hogy a fenti tétel feltételei teljesiilnek, tovabba
azt, hogy minden ¢ € N esetén

E [wt|]-"t] = 0, (6)
E [[lwel*|Fe < A+ BV f(rel|?] 0

valamilyen A, B pozitiv konstansokra. Ekkor (7), (8) alapjdn

(=Vf(re), E[se| Fe]) = (=V f(r1), =V f(re) — E [we| F]) =
(Vf(r), Vf(re)) = IV f (],
E [|lsell*] =
IV f(roll® +E [[lw?|1F] +2(Vf(re), E [we| F]) <
IVFrol* + A+ BV f(ro)ll?,
vagyis ¢ = 1, K1 = A, K5 = B+1 kosntansokkal teljesiilnek

a tétel feltételei, hiszen F; teljesen meghatdrozza V f(r:)
értékét, igy azt kiemelhetjiik a feltételes varhat6 értékbol.

fgy a megadott feltételek alapjan kimondhatjuk, hogy a szto-
chasztikus gradiens mddszer konzisztens.

IV. NEHANY HILBERT-TERBELI EREDMENY

Miutdn megismertem a sztochasztikus approximaciot, azt
tanulményoztam, hogy hogyan lehet Hilbert-terekben kimon-
dani és bebizonyitani sztochasztikus approximdciorél sz6loé
tételeket:?

Legyen a fejezet sordn n € N, a, € [0;1), a, — 0, de
Yoo an =0, tovabbi tetszdleges n-re
1

b = 1—an) (1—ay)’

Tn = anBn

4.1. Tétel. Legyen H egy Hilbert-tér, F: H — R alul-
rol korldtos és legyen a Fréchet-derivdltia DF, tovdbbd
Xn, Wy, Hy,, V,, € H tetszbleges n-re gy, hogy

Tegyiik fel, hogy
(a) DF' Lipschitz, azaz

3K > 0: Va,y € H: |[DF(x) - DF(y)| < K|z — y|

(b)
ZanHHnH2 < o0
n=1
(©
1 n
E Z’kak — 00

k=1

(d)

n

> 1
Zan-i-lH*
n=1 B k

Ve Vel < o0
1

Ekkor F(X,) konvergens, > -

o1 [ DF(X,)]? < oo és
DF(X,) — 0.

s

Ezt a tételt hasonlénak taldltam az el6z6 fejezetben kimondott
tételhez — azzal az egy eltéréssel, hogy skalarszorzatok helyett
konvergencidkat ad meg feltételként. Az alabbi tételnek pedig
egy specidlis esete a Robbins-Monro algoritmus (azaz H,, =
0, és —V,, a véletlenszeri hiba f(X,) megfigyelésében,
mérésében):

4.2. Tétel. Legyen H egy valds, szepardbilis Hilbert-tér a
Borel o-algebrdval elldtva, és f: H — H mérhetd. Tegyiik
fel, hogy ¢ € H, X,, Wy, H,,V,, H-értékii valdsziniiségi
vdltozok gy, hogy

XnJrl :Xn_an(f<Xn) _Wn)a Wn :Hn+Vn7

ahol a,, >0, > a2 < oo, Y07 | a, = 00, tovdbbd

(a)
Je>0: Vo e He |[f(z)|| < e(1+ [|]))

(b)

1
VE > 1: inf{(f(z),z=0)|w € H, 7= < [lz=I] < K} >0

(¢) Vn € N H,, V,, négyzetesen integrdlhatoak, és

9] )
Y E|H,| <oo, > aE|H,|* < oo,
n=1 n=1

E(V,| X1, Hi, Vi, ..., Hy1, V1) =0,

(o)
Y aE|Va]? < oo

n=1

Ekkor X,, — U 1 valdsziniiséggel.

Ljung és Pflug megemlitik a tétel kimonddsa sordn, hogy
dltaldban f(¢) = O fenndll, de ez kordntsem sziikséges
feltétel.

V. KONKLUZIO, JOVOBELI TERVEK

A félév sordn betekintést nyertem a sztochasztikus appro-
ximéciordl szo616 tételek vildgdba, a sztochasztikus gradiens
médszerre fokuszdlva. Témavezetémmel egyiitt igyekeztem
megérteni, milyen problémdk, valtozasok lépnek fel akkor,
amikor egy R”™ vektortér helyett egy (szepardbilis, valos)
Hilbert-térben szeretnénk sztochasztikus approximécids méd-
szerekr6l nyilatkozni. Lattam, ldtom, hogy ez egy szaimomra
kihivasokkal teli, bonyolult, de szép, és izgalmas teriilete a
matematikanak.



Jelenlegi fokuszom a II1. fejezetben kimondott tétel altald-
nositdsa az eddigi kutatomunkdm alapjdn — majd annak vizs-
gélata, hogy az altalanositott tételbdl milyen kovetkeztetések
vonhatdak le a sztochasztikus gradiens modszerrdl Hilbert-
terekben.
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